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ABSTRAK

Kanker paru adalah pertumbuhan sel kanker yang tidak terkendali dalam jaringan paru. Akhir-
akhir ini banyak peneliti yang telah menerapkan deep learning, khususnya Convolution Neural Network
(CNN) untuk klasifikasi kanker paru. Proses deteksi kanker paru didahului dengan tahapan ekstraksi Region
Of Interest (ROI). Ekstraksi ROl dalam deteksi kanker paru terdiri dari dua kegiatan, yaitu segmentasi
bidang paru dan operasi segmentasi kandidat kanker paru. Sebagian besar penelitian tentang deteksi
kanker menggunakan CNN, proses ekstraksi ROl dilakukan secara manual dengan melakukan kroping.
Proses ini sulit dilakukan, khususnya dalam mensegmentasi bidang paru, yaitu memisahkan area paru
dengan jaringan di sekitarnya. Jika kelainan tersebut besar dan terletak pada batas tepi paru, menyebabkan
batas tepi paru tidak jelas, sehingga jika dilakukan segmentasi, citra yang dicurigai sebagai kanker tidak
akan masuk dalam citra paru (bagian paru yang terdapat kanker akan hilang). Sehingga segmentasi bidang
paru dianggap gagal. Penelitian yang diusulkan bertujuan untuk mengembangkan model ekstraksi Region
Of Interest (ROI) secara otomatis menggunakan metode Active Shape Model dan Mathematical Morphology
pada citra CT-Scan. Penelitian yang diusulkan terdiri dari dua tahapan, yaitu, segmentasi bidang paru
menggunakan metode Active Shape Model (ASM) dan segmentasi kandidat paru menggunakan metode
Mathematical Morphology. Hasil segmentasi paru dengan metode Active Shape Model mempunyai akurasi
97,2.8%, sensitifitas 96%, dan spesifisitas 97.4%. Sedangkan hasil segmentasi kandidat kanker paru
dengan metode marfologi mempunyai akurasi 99,4%, sensitifitas 96,2%, dan spesifisitas 99.7%.
Kata Kunci : ASM, CNN, Morfologi.

ABSTRACT

Lung cancer is the uncontrolled growth of cancer cells in lung tissue. Recently, many researchers
have applied deep learning, especially the Convolution Neural Network (CNN) for lung cancer classification.
The process of detecting lung cancer is preceded by the Region Of Interest (ROI) extraction stage. ROI
extraction in lung cancer detection consists of two activities, namely lung field segmentation and lung cancer
candidate segmentation surgery. Most of the research on cancer detection uses CNN, the ROI extraction
process is done manually by cropping. This process is difficult, especially in segmenting the lung fields, that
is, separating the lung area from the surrounding tissue. If the abnormality is large and located on the
periphery of the lung, it causes the periphery of the lung to be unclear, so that if segmentation is performed,
the image suspected of being cancer will not be included in the lung image (the part of the lung where there is
cancer will disappear). So that lung field segmentation is considered failed. The proposed research aims to
develop an automatic Region Of Interest (ROI) extraction model using the Active Shape Model and
Mathematical Morphology methods on CT-Scan images. The proposed research consists of two stages,
namely, lung field segmentation using the Active Shape Model (ASM) method and lung candidate
segmentation using the Mathematical Morphology method. The results of lung segmentation using the Active
Shape Model method had an accuracy of 97.2.8%, a sensitivity of 96% and a specificity of 97.4%.
Meanwhile, the results of lung cancer candidate segmentation using the morphology method had an accuracy
of 99.4%, a sensitivity of 96.2%, and a specificity of 99.7%.

Keyword : ASM, CNN, Morfology.

PENDAHULUAN

Secara umum, kanker paru-paru mengacu pada segala bentuk kanker di paru-paru,
termasuk kanker yang berkembang di dalam paru-paru dan kanker yang berkembang di luar paru-
paru (metastasis tumor di paru-paru) (American Lung Association, 2018) (Niknam et al. , 2011),
sedangkan lesi kecil, bulat atau berbentuk telur di paru-paru disebut nodul (kanker jinak). Nodul
paru atau kanker jinak biasanya memiliki diameter 3-4 cm (tidak lebih dari 6 cm) dan selalu
dikelilingi oleh jaringan paru yang sehat (Halmos et al., 2019)(Thompson et al., 2019)(Kustanto,
Widodo & Tomo, 2015)(Zhou et al., 2016)(Abbas, 2017)(Tian et al., 2012)(Song et al.,
2017)(Tran et al., 2019). Kanker paru-paru biasanya dapat diidentifikasi secara visual oleh dokter
menggunakan gambar CT scan. Prosedur diagnosis melibatkan melihat kumpulan data gambar CT
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scan 2-D dan mengevaluasi setiap scan secara individual. Hasil cetak dibaca dengan
memproyeksikan gambar CT dan X-ray ke lampu baca. Cara ini tentu saja kurang efektif.
Diagnosis kanker paru, baik jinak maupun ganas, bisa berbeda-beda tergantung ahli paru (Makaju
et al., 2018; Chen et al., 2017). Bisa juga tergantung dari jenis, bentuk, ukuran, dan lokasi kanker
di organ paru-paru (Colakoglu et al., 2019). Deteksi dini kanker paru-paru pada gambar CT scan
sangat penting.

Akhir-akhir ini banyak peneliti yang telah menerapkan deep learning, khususnya
Convolution Neural Network (CNN) untuk mendeteksi kanker paru. Penelitian pertama adalah
penelitian dari Atsushi (Atsushi Teramoto, 2019). Penelitian ini menggunakan deep convolutional
neural network (CNN) untuk secara otomatis mengklasifikasikan sel paru ganas dari gambar
mikroskopis. Gambar diambil menggunakan kamera digital yang dipasang pada lensa optik
dengan fokus 40mm. Ekstraksi ROl dilakukan dengan cara cropping secara manual.
Memanfaatkan augmentasi data, gambar dibuat dengan memutar, membalik, memfilter, dan
menyesuaikan warna. Berdasarkan model VGG-16 yang disesuaikan dengan Afine, kategorisasi
DCNN telah selesai. Area gambar kanker ganas tersegmentasi menggunakan tambalan, dan
akurasi klasifikasi dinilai menggunakan validasi silang tiga kali lipat. Menurut temuan klasifikasi,
sensitivitas dan spesifisitas masing-masing adalah 89,3 dan 83,3%.

Penelitian selanjutnya adalah penelitian dari Yuya Onishi (Yuya Onishi, 2019). Deep
convolutional neural network (DCNN) digunakan dalam penelitian ini untuk secara otomatis
mengklasifikasikan nodul paru pada gambar CT. Ekstraksi ROl dilakukan dengan cara cropping
secara manual. Studi ini menyelidiki apakah akurasi klasifikasi ditingkatkan dengan menggunakan
generative adversarial network (GANSs) untuk menghasilkan gambar dalam jumlah besar. Teknik
yang disarankan digunakan untuk menganalisis CT dari 60 kasus dengan diagnosis patologis yang
diverifikasi dengan biopsi. Dengan menggunakan prosedur pretraining dan fine-tuning ini, 66,7%
nodul jinak dapat dibedakan dari 93,9% nodul ganas. Temuan ini menunjukkan bahwa pendekatan
yang disarankan meningkatkan keberhasilan klasifikasi relatif terhadap pelatihan hanya dengan
gambar asli sekitar 20%.

Teknik pembelajaran mendalam baru diajukan oleh Giang Son Tran (Giang Son Tran,
2019) untuk meningkatkan akurasi klasifikasi deteksi nodul paru. Tujuan dari penelitian ini adalah
untuk mengkategorikan potensi lesi paru pada CT scan sebagai nodul atau nonnodul. Ekstraksi
ROI dilakukan dengan cara cropping secara manual. Untuk ekstraksi fitur otomatis dan teknik
klasifikasi menggunakan 15-layer. Setelah pelatihan, fungsi Focal loss digunakan untuk
meningkatkan akurasi kategorisasi. Teknik deep learning menggunakan focal loss menghasilkan
klasifikasi berkualitas tinggi dengan akurasi, sensitivitas, dan spesifisitas sebesar 97,3%, 96,0%,
dan 97,2%.

Teknik Convolution Neural Network untuk mengidentifikasi kanker paru-paru
menggunakan data CT scan asli dari salah satu dari tiga penelitian deteksi kanker CNN, dan
ekstraksi ROI dilakukan secara manual melalui cropping. Operasi ROI sangat menentukan dalam
proses deteksi kanker paru. Ekstraksi ROl dalam deteksi kanker paru terdiri dari dua kegiatan,
yaitu segmentasi bidang paru dan operasi segmentasi kandidat kanker paru. Operasi ROI
digunakan untuk mendapatkan objek yang akan dideteksi, dalam hal ini adalah citra yang dicurigai
sebagai kanker paru (kandidat kanker). Proses ini sulit dilakukan, khususnya dalam
mensegmentasi bidang paru, yaitu memisahkan area paru dengan jaringan di sekitarnya. Jika
kelainan tersebut besar dan terletak pada batas tepi paru, menyebabkan batas tepi paru tidak jelas,
sehingga jika dilakukan segmentasi, citra yang dicurigai sebagai kanker tidak akan masuk dalam
citra paru (bagian paru yang terdapat kanker akan hilang). Sehingga segmentasi bidang paru
dianggap gagal. Penelitian yang diusulkan bertujuan untuk mengembangkan model ekstraksi
Region Of Interest (ROI) secara otomatis menggunakan metode Active Shape Model dan
Mathematical Morphology pada citra CT-Scan. Penelitian yang diusulkan terdiri dari dua tahapan,
yaitu, segemntasi bidang paru menggunakan metode Active Shape Model dan segmentasi
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kandidat paru menggunakan metode Mathematical Morphology. Penelitian ini diharapkan dapat
meningkatkan tingkat akurasi  dalam mendiagnosis kanker paru pada citra CT-Scan.

METODE

Ekstraksi Region Of Interest (ROI) dilakukan dengan segmentasi citra CT untuk
mendapatkan citra yang diduga sebagai kanker paru. Pemodelan ekstraksi ROI yang diusulkan
ditunjukkan pada Gambar 1.

Segmentasi Paru Menggunakan ASM
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Gambar 1. Pemodelan yang Diusulkan Untuk Ekstraksi ROI

Proses ekstraksi ROI terdiri dari dua tahap. Secara rinci dapat dijelaskan sebagai berikut.
A. Segmentasi Bidang Paru-paru
Langkah pertama dalam ekstraksi Region of Interest (ROI) adalah segmentasi citra paru-

paru. Metode yang diusulkan untuk segmentasi paru-paru adalah Active Shape Model (ASM).
Active Shape Model (ASM) adalah model statistik yang dimulai pada tahun 1990-an oleh Tim
Cootes (Tim Cootes, 1995). Tahapan pertama pada ASM adalah membentuk model menggunakan
posisi penunjuk (landmark ) dari citra pada data training. Tahapan-tahapan dalam segmentasi
paru menggunakan ASM dapat dijelaskan sebagai berikut.

1. Analysis Procrustes
Analisis Procrustes [20] adalah suatu model analisis bentuk statistik menggunakan analisis

koleksi dari bentuk-bentuk. Pada kasus ini, bentuk-bentuk disamakan dengan merubah komponen

translasi, rotasi dan skala. Uraian singkat tahapan untuk memasangkan bentuk

X =(X, Y1 %, Ypreon X0 ¥y) - dan Z =(z,W,2,,W,,...,2,,w,) dapat dijelaskan sebagai berikut:

a. Translasi

Menghitung nilai tengah dari massa untuk setiap bentuk:

n 'gl: i+t Y, ,E i +..+12,
n n n n (1)

Translasi setiap bentuk ke pusat dari massa:

X, Y)Y (X=xy—=¥),(Z W)= (z—z,w—Ww)

X

I
=
I

)
b. Scaling
Menghitung skala untuk masing-masing bentuk menggunakan L,-norm:
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2 2 02 02 ' 2 2
ScaIeX=\/x1 +Y, +X, +Y, +... X, +Y,

\/ 2 2 2 2 2 2
ScaleZ =+/z, +w, +z, +W, +...+2, +W,

®)
X L Z
ScaleX ' Scalez ()
c. Rotasi
Membangun X dan Z seperti berikut:
X:(Xi X, ... X;J’Z:[Zi zZ, .. z;J
S Y e W (5)

Menghitung Singular Value Decomposition (SVD) untuk ZT * X dan menemukan U, S, V.
Rotasi matrik (R) untuk mencocokkan Z dengan X :

RoV*UT = [095(9) —sin(@))
sin(8)  cos(@) ©6)

Menghitung Z . =R*Z. O

rotasi

2. Penjajaran Bentuk (Shape Alignment)
Bentuk dari objek pada data training berbeda pada proses skala, rotasi dan translasi. Agar

supaya tercipta model bentuk yang stabil, perbedaan harus dihilangkan. Pendekatan standar adalah
menjajarkan semua bentuk pada mean shape dan melanjutkan prosedur ini sampai mean shape
tidak merubah pada dua iterasi berikutnya.

3. Principle Component Analysist (PCA)

PCA adalah transformasi orthogonal linear yang mentransmisikan dataset kepada sistem
koordinat baru sebagai varian terbesar pertama pada data satu dimensi. Principle Component
adalah eigenvectors dari matrik kovarian. Jika Y. adalah matrik kovarian dari bentuk training,

S

kami mendapatkan *P =P *A, yang mana A, menunjukkan suatu matrik diagonal dari

S

eigenvalues:

Ay o 0
A=l

0 .. Aoy,

(8)
4. Pencarian Citra
Pada tahapan ini, suatu estimasi inisial dari bentuk diaplikasikan secara manual pada citra

yang tak terlihat. Bentuk inisial harus diletakkan pada tepi objek dari citra yang tidak kelihatan dan
direspon pada waktu yang bersamaan. Selanjutnya ASM menggunakan profil tepi dan matrik
kovarian dari mean derivative normal untuk menemukan pergerakan terbaik.

5. Estimasi Bentuk Inisialisai

Pertama-tama user harus memilih bentuk sebagai bentuk inisialisasi. Jika X; adalah bentuk
inisialisasi, ini dapat dipertimbangkan sebagai translasi, rotasi dan penskalaan dari bentuk referensi
(xref):

Xi ZM(Siigi)[xref]+ti ©)
Dimana _
M (s,0) = s><[c.os(9) _Sm(g)J

sin(@)  cos() (10)
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t =t .ttt t .t

i XA Y X Yt X i (11)
dan X adalah suatu kombinasi dari X dan parameter model:

Xref = X + P'bref (12)
Kemudian rumus terakhir adalah :

Xi =M(s;, 0)[X +Pb 1+t (13)

(biasanyab,, =0, sehingga X, = X))

6. Merubah Pose dan Parameter Model
Inisialisasi bentuk dilakukan dengan merubah pose dan parameter model. Perubahan dapat

dimodelkan sebagai X, — X, +d, , dengan arti X; adalah menggantikan X, +d, , dimana
dXi :(d dXimOdel)’ dX.pose = (1+ds'd9!dt) dan dXimodel = PT'db' (14)

X;pose?

a. Menghitung Perubahan Parameter Pose.

Pengaruh dari modifikasi parameter pose pada X; adalah:

Xi :M(Sﬂei)[xref]_'_tiM)Xi+dxipose0r (15)

Xtemp <:I\/l(si(l_'_ds)19i +d9)[xref]+ti -i_d’[i (16)
b. Menghitung Perubahan Parameter Model

Setelah perubahan parameter pose, penyesuaian terakhir dapat dilakukan menggunakan
modifikasi parameter model. Modifikasi hanya merubah X pada persamaan terakhir:

Xref - Xref +dXimodeI atau Xref - Xref + PTdb (17)
Selanjutnya modifikasi X; oleh dxi final adalah:
X +dxi =M(s;(1+d,), 6 +d,)[X +dXimodeI]+ti +dti (18)

Dengan kombinasi persamaan ini dengan X, =M(s,,0)[X, ]+t dan pertimbangan

M (s,8) = M (s*,—6) kami mempunyai :
dximodel =P’ 'db =M ((Si (1+ds))7l’_0i _dg)
[M (Si’ei)xref +dxi _dti]_ Xref

¢. Menghitung Pergerakkan Tiap (Penunjuk) Landmark

Seperti diketahui, persamaan terakhir adalah independen dan tidak ada relasi antara
persamaan tersebut dengan objek yang diinginkan pada citra yang tidak tampak. Supaya terjadi
hubungan, profil tepi dari setiap landmark pada bentuk inisialisasi harus dihitung. Berikut ini
adalah flowchart perhitungan pergerakan tiap landmark:
Untuk landmark ke j pada Xi :
1. Menemukan profil keabuan yang melintasi garis bagi.

ref

(19)

Sj :[gj,O!gj,l""igj,ns—l] (20)
2. Menghitung profil derivative dari S;
de = [gj,l - gj,O' gj,z - gj,l""' gj,ns—z - gj,ns—l] (21)
3. Normalisasi Derivatif
ds;
YSj = hs2
2105,
k=0 (22)
4. h(d) menunjukkan sub-internal dari Y;  yang tepusat pada piksel ke d dari Y
5. Menemukan d untuk meminimalisasi f (d) = (h(d) -Y,)" C,!(h(d) -Y,) 23)
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6. d menunjukkan jarak.

B. Segmentasi Kandidat Kanker Paru
Tahapan-tahapan dalam segmentasi kandidat kanker menggunakan matematika morfologi

dapat dijelaskan sebagai berikut:

1. Pengurangan Citra Paru Dengan Citra Paru Negatif
Proses pengurangan dilakukan dengan tahapan sebagai berikut:

a. Citra paru hasil segmentasi dengan ASM dilakukan proses komplemen, yang akan
menghasilkan citra paru negatif. Komplemen pada citra biner, nilai nol menjadi satu dan
sebaliknya. Komplemen dari intensitas atau citra RGB, didapatkan dari hasil pengurangan
nilai piksel maksimum (255) dikurangi dengan nilai pada citra. Keluaran dari komplemen
suatu citra adalah jika area citra gelap menjadi terang, dan sebaliknya.

b. Pengurangan antara citra paru  dengan citra paru negatif.

¢. Hasil pengurangan di atas akan dilakukan proses morfologi.

2. Deteksi Tepi
Deteksi tepi objek merupakan operasi yang mendeteksi perubahan tingkat keabuan yang
signifikan dari suatu citra. Perubahan tingkat intensitas diukur oleh suatu gradien citra. Misalnya

suatu citra f(x,y) adalah fungsi dua dimensi, maka vektor gradien dari x dan y masing-masing
af (x.y)
o= [1] |
Gyl=L ay (24)
Dalam citra dua dimensi, gradien didekati menggunakan persamaan 25.

adalah merupakan turunan pertama terhadap x dan y yang dapat dituliskan dalam bentuk
dx
af(xy)
Operator gradien menghitung perubahan intensitas tingkat keabuan dan arah perubahan yang
G = [Gx] [f(x+1o-')—(f (xy)
Gyl=

persamaan (Mark, 2008).
terjadi. Perubahan tersebut dihitung melalui perbedaan nilai dari tetangga-tetangga piksel tersebut.

fy+D—f(xy) (25)
Pada persamaan di atas dapat dituliskan dalam bentuk matrik
Gy=[-11] (26)
Dan
|-
GJ-': -1 27

Sedangkan besaran dari gradien dapat dihitung menggunakan beberapa model persamaan, salah
satunya ditunjukkan pada persamaan 28.

GLf (6 y)]=V Gx +G; (28)
Deteksi tepi yang digunakan pada penelitian ini adalah: deteksi tepi dengan metode konvolusi
prewit. Ukuran yang digunakan Prewit adalah 3x3 dengan elemen horisontal yang ditengah untuk
Gx sama dengan 0 dan elemen vertikal yang di tengah untuk Gy juga sama dengan 0, seperti
diperlihatkan pada persamaan 29 dan 30 di bawah ini.

1 1 1
0 0 0]
Ge=l—1 -1 -1 (29)
Dan
-1 0 1
-1 0 1]
Gy=[-1 0 1 (30)
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3. Threshold
Thresholding merupakan proses pemisahan piksel-piksel berdasarkan derajat keabuan yang

dimilikinya. Piksel yang memiliki derajat keabuan lebih kecil dari nilai batas yang ditentukan akan
diberikan nilai 0, sementara piksel yang memiliki derajat keabuan yang lebih besar dari batas akan
diubah menjadi bernilai 1.

4. Dilasi
Fungsi dilatasi adalah menambahkan piksel pada pinggiran tiap objek biner yaitu daerah yang

memiliki nilai 1. Dimana dilatasi menambahkan 8 piksel yang saling berhubungan pada sekeliling
objek. Dan dilasi merupakan proses penggabungan titik-titik latar (0)menjadi bagian dari objek
(1). Pengggunaan dilasi adalah letakkan titik poros S pada titik A. Beri angka 1 untuk semua titik
(x,y) yang terkena atau tertimpa oleh struktur S pada posisi tersebut. Persamaan dilasi ditunjukkan
pada persamaan 9 di bawah ini:

D(A,S)=A+S (31)

5. Mengisi Daerah Gambar
Untuk mengisi daerah gambar digunakan algoritma berdasarkan rekonstruksi

morfologi. Yang dimaksud daerah  gambar adalah daerah  piksel gelap yang
dikelilingi oleh piksel lebih terang. Setelah lokasi gambar ditentukan, operasi selanjutnya adalah
mengisi lokasi (daerah gambar) dengan menggunakan 4 koneksi tetangga latar belakang
untuk citra input 2-D dan 6-Koneksi tetangga latar belakang untuk 3-D input. Output dari
proses ini adalah daerah yang dikelilingi oleh piksel yang berwarna terang akan mempunyai
nilai satu.

6. Erosi
Fungsi erosi adalah menghilangkan 8 piksel dari objek biner yang berhubungan dengan

pinggiran dari objek. Erosi merupakan penghapusan titik objek (1) menjadi bagian dari latar (0).
Penggunaan erosi adalah letakkan titik poros S pada titik A tersebut. Jika ada bagian dari S yang
berada di luar A maka titik poros dihapus atau dijadikan latar. Erosi ditunjukkan dengan
persamaan 32 di bawah ini.

E(A,S)=AxS (32)

7. Perkalian
Perkalian citra dilakukan untuk mendapatkan citra kandidat nodul final Perkalian citra

dapat dilakukan dengan mengalikan setiap piksel dengan nilai tertentu. Secara matematis dapat
dimodelkan menggunakan persamaan 33  di bawah ini.
ViG,y) Nf(x,y) = f(x,y) *Th

(33)
VNf(x,y);if Nf(x,y) > 255 thenNf(x,y) =255

(34)
Dengan
Th =1
F(x,y) adalah citra asal, Nf(x,y) adalah citra hasil perkalian antara intensitas citra asal dengan nilai
Th. Pada penelitian ini proses perkalian merupakan perkalian antara citra mask kandidat kanker
hasil hasil proses erosi, dengan citra hasil pengurangan komplemen.

HASIL DAN PEMBAHASAN
Eksperimen pertama adalah segmentasi citra CT scan paru pada irisan ke 29 dengan
kelainan bentuk yang besar seperti yang terlihat pada Gambar 2 dan Gambar 3.
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Figure 2. Proses Segmentasi Dengan ASM

Hasil segmentasi paru ditunjukkan pada gambar 3.

@)
(b)

Gambar 3. (a) Kontur Paru-paru, (b). Gambar Paru-paru Final

Hasil segmentasi paru selengkapnya ditunjukkan pada Gambar 4,5 dan 6 di bawaah ini.

] 2] B ]

&1 B E1 )
SISISI8

=] & 1

SISIS I8
[

SISIeIe

Gambar 4. Gambar CT Pasien Secara Berurutan
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Gambar 5. Kontur Hasil Segmentasi dengan ASM

Gambar 6. Gambar Paru-paru.

Perbandingan hasil segmentasi dengan thresholding, active contour segmentation dan
ASM, diperlihatkan pada Gambar 7. Pada metode thresholding dan Active Contour, jika
kelainannya besar, maka kelainatersebut tidak termasuk dalam citra paru.

(b)

(d)
Figure 7. Lung Segmentation Results In Great Shape abnormalities
(a) . Manual segmentation Results By Groundthruth, (b). With Thresholding Segmentation, (c).
The results of the Active Contour Segmentation, (d) Segmentation with ASM.
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Untuk mengetahui akurasi dari metode segmentasi bidang paru dilakukan dengan
membandingkan hasil segmentasi paru menggunakan metode Active Shape Model (ASM) dengan
hasil segmentasi paru oleh groundtruth. Proses segmentasi organ paru oleh groundtruth
dilakukan dengan menandai pada batas tepi paru pada citra CT Scan asli menggunakan program
Paint. Untuk menghitung akurasi, sensitivitas dan spesifisitas dari segmentasi organ paru
dilakukan dengan cara menambahkan data citra hasil segmentasi menggunakan ASM dengan
citra hasil segmentasi oleh groundtruth. Selanjutnya piksel-piksel yang terdeteksi dikelompokkan
ke dalam 4 kelompok : TP (true positive), TN (true negative), FP (false positive) dan FN ( false
negative). TP adalah piksel paru yang terdeteksi dengan benar sebagai piksel paru. TN adalah
piksel bukan paru yang teridentifikasi dengan benar sebagai piksel bukan paru. FP adalah
piksel bukan paru yang teridentifikasi sebagai piksel paru. Sedangkan FN adalah piksel paru
yang tidak terdeteksi. Kemudian untuk menguji performa dari metode segmentasi yang
diusulkan, dengan cara menghitung akurasi, sensitivitas dan spesifisitas. Akurasi menunjukkan
performa dari metode yang diusulkan. Sensitifitas menunjukkan proporsi piksel paru yang
terdeteksi dengan benar. Sedangkan spesifisitas menunjukkan proporsi piksel bukan paru yang
tidak salah terdeteksi sebagai paru.  Persamaan dari akurasi, sensitivitas dan spesifisitas adalah
sebagai berikut :

. TP+TN

Akurasi SR L LS

TP+ FP1FNATN
(35)

. TP

Sensitivitas =

TP+FN
(36)
Spesifisitas = i (37)

Hasil pengujian dari segmentasi area paru menggunakan metode ASM ditunjukkan pada Tabel 1.

Tabel 1. Hasil Pengujian Segmentasi Paru Menggunakan Active Shape Model

AKURASI  SENSITIFITAS SPESIFISITAS

NO CITRA TP TN FP FN % % %

0005-

1 000040 21892 90453 1536 384 98,3 98,2 98,3
0007-

2 000065 21185 91514 1277 487 98,4 97,7 98,6
0008-

3 000024 23493 88616 1667 1471 97,2 94,1 98,1
0008-

4 000027 24853 87309 1403 687 98,1 97,3 98,4
0011-

5 000026 51388 60803 1515 2094 86,6 96 80
0017-

5 000014 40160 71296 3417 805 96,3 98 95,4
0018- 10028

6 000003 12401 8 642 593 98,9 95,4 99,3
0019-

7 000012 22529 90086 1647 530 98,1 97,7 98,2
0023-

8 000042 33789 77564 2658 1303 96,5 96,2 96,6
0023-

9 000055 29811 81816 2004 691 97,6 97,7 97,6
0024-

10 000010 22605 89659 1423 1928 97,1 92,1 98,4
0024-

11 000013 20292 92038 1574 426 98,2 97,9 98,3
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AKURASI  SENSITIFITAS SPESIFISITAS
NO CITRA TP TN FP FN % % %
0024-

12 000050 22570 89595 1751 1247 97,3 94,7 98
14 883802 20019 92491 1246 445 98,5 97,8 98,6
15 888813 29455 82493 1858 1380 97,1 95,5 97,7
16 888814 30084 81912 2320 1225 96,9 96 97,2
17 888815 29451 82594 2751 972 96,7 96,8 96.7
18 883514 22165 90113 1899 884 975 96,11 97.9
19 88834 4 24850 87148 2330 538 975 97,8 973
20 888(5)10 15016 97773 1171 372 98,6 97,5 988
21 883817 16181 96116 972 297 98,8 98,1 98.9
29 883818 17185 95171 1027 945 98,2 94,7 98,9
23 888829 19769 92624 903 2061 974 90,5 99
o4 883814 27088 84672 2176 691 97.4 97,5 97.41
25 883819 25637 86397 2951 2038 95,7 92,6 96.6
2% 888848 29226 82666 1085 3635 95.9 88,9 98,7
7 ooeT. 24149 BT671 1244 1007 o 95,9 036
28 883831 24236 88128 1122 717 98,3 97,1 98.7
29 883832 26493 85593 1278 681 98,2 97,4 98,5
30 883862 35093 76453 1667 1343 97.3 96,3 97.8

Rata-Rata 97,2 96 97,4

Hasil perbandingan akurasi metode yang diusulkan dengan metode yang lain  ditunjukkan
pada Tabel 2.

Tabel 2. Perbandingan Akurasi

Metode Akurasi Sensitivitas Specifitas
Segmentasi
Threshold 95.6 97.6 95.1
Active Contour 84.2 96.2 74.3
ASM 97.2 96 974

Setelah melakukan segmentasi area paru, langkah kedua di dalam ekstraksi Region Of
Interest (ROI) adalah segmentasi citra yang dicurigai sebegai kanker paru (kandidat Kanker)
menggunakan proses morfologi. Hasil dari proses segmentasi kandidat kanker paru menggunakan
metode morfologi ditunjukkan pada gambar 8.
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Gambar 8. Tahapan proses Segmentasi Kandidat Kanker Paru

Untuk mengetahui akurasi dari metode segmentasi kandidat kanker dilakukan dengan
membandingkan hasil segmentasi menggunakan metode morfologi dengan hasil segmentasi oleh
groundtruth. Proses segmentasi kandidat kanker paru, dilakukan dengan menandai citra yang
dicurigai sebagai kelainan (nodul) menggunakan aplikasi Paint. Selanjutnya hasil penandaan
dilakukan segmentasi menggunakan matematika morfologi untuk mendapatkan kontur kandidat
kanker. Untuk menghitung akurasi, sensitivitas dan spesifisitas dari segmentasi organ paru
dilakukan dengan cara menambahkan data citra hasil segmentasi menggunakan matematika
morfologi dengan citra hasil segmentasi oleh ground truth yang diubah menjadi tipe data
unsigned integer (uint8). Selanjutnya piksel-piksel yang terdeteksi dikelompokkan ke dalam 4
kelompok : TP (true positive), TN (true negative), FP (false positive) dan FN ( false negative). TP
adalah piksel kandidat kanker paru yang terdeteksi dengan benar. TN adalah piksel bukan
kandidat kanker paru yang teridentifikasi dengan benar. FP adalah piksel bukan kandidat
kanker paru yang teridentifikasi sebagai piksel kandidat kanker paru. Sedangkan FN adalah
piksel kandidat kanker paru yang tidak terdeteksi. Kemudian untuk menguji performa dari
metode segmentasi yang diusulkan, dengan cara menghitung akurasi, sensitivitas dan spesifisitas.
Akurasi menunjukkan performa dari metode yang diusulkan. Sensitifitas menunjukkan proporsi
piksel paru yang terdeteksi dengan benar. Sedangkan spesifisitas menunjukkan proporsi piksel
bukan kandidat kanker paru yang tidak salah terdeteksi sebagai kandidat kanker paru. Hasil dari
pengujian yang dilakukan didapatkan nilai akurasi, sensitivitas dan spesifisitas seperti ditunjukkan
pada Tabel 3.

Tabel 3. Hasil Pengujian Segmentasi Kandidat Kanker

AKURASI  SENSITIFITAS SPESIFISITAS

NO CITRA TP TN FP FN % % %
PARU-
1 09 1557 112671 6 96 99,9 94,1 99,9
PARU-
2 10 3945 111507 432 126 99,5 96,9 99,6
PARU-
3 11 5448 110799 432 255 99,4 95,5 99,6
PARU-
4 12 8523 109612 6 384 99,6 95,6 99,9
PARU-
5 13 11367 108212 678 288 99,1 97,5 99,9
PARU-
6 14 12444 107940 621 453 99,1 96,4 99,4
PARU-
7 15 13599 107502 711 858 98,7 94 99,3
PARU-
8 16 11805 107956 27 171 99,8 98,5 99,9
PARU-
9 17 9948 108839 9 72 99,9 99,2 99,9
PARU- 15
10 18 7155 110132 441 99,6 94,1 99,9
Rata-Rata 99,4 96,2 99,7
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Gambar 9 menunjukkan citra yang dicurigai sebagai kanker (kandidat kanker) yang
dihasilkan dari proses ekstraksi ROl yang dirotasi pada sudut 90°, 180°, dan 270% Hal tersebut
dilakukan untuk mendapatkan fitur ciri dari citra kanker tersebut, sehingga akan meningkatkan
dalam proses Klasifikasi atau deteksi kanker paru.

!

900 180° 270°
Gambar 9. Kandidat Kanker Yang Dirotasi
Citra kandidat kanker paru dan artery hasil ekstraksi ROl selengkapnya ditunjukkan pada
Gambar 10.

- | ‘l -
i ¢
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Gambar 10. Citra Kandidat Kanker dan Artery

SIMPULAN

Dari pengujian yang dilakukan didapatkan hasil ekstraksi Region of Interest (ROI) untuk
segmentasi area paru menggunakan metode Active Shape Model nilai akurasi sebesar 97.2%,
sensitifitas sebesar 96%, dan spesifisitas sebesar 97.4%. Sedang untuk segementasi kandidat
kanker didapatkan nilai akurasi sebesar 94.4%, sensitifitas sebesar 96.2%, dan spesifisitas sebesar
99.7%. Hal ini dapat disimpulkan bahwa ekstraksi Region of Interest menggunakan metode Active
Shape Model dan  morfologi dapat dijadikan model dalam ekstraksi ROI secara otomatis. Hal ini
berdasarkan pada nilai akurasi, sensitifitas dan spesifisitas yang tinggi.
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